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Знания – Виды знаний

Виды знаний: 

Процедурные Знания – отвечающие на вопрос "Как решать поставленную задачу?"

Декларативные Знания – не содержащие в явном виде процедуры решения задач.

Каузальные Знания – о причинно-следственных связях между объектами предметной области

Неточные Знания – отличающиеся неполнотой или противоречивостью

Метазнания – знания о знаниях, обладающие высокой степенью общности (как система работает целиком)

Парадигмы решения задач

В СУБД 

Данные + Алгоритм = Программа решения задачи

В СУБЗ 

Знания + Стратегия вывода = Решение проблемы

Традиционно, системы представления знаний (СПЗ) для ИС используют следующие основные виды моделей:
фреймы
исчисления предикатов
системы продукций
семантические сети
нечеткие множества. 

Знания – продукционная модель

Продукционная модель, или модель, основанная на правилах, позволяет представить знания в виде предложений типа: Если (условие), то (действие).
Под условием понимается некоторое предложение-образец, по которому осуществляется поиск в базе знаний, а под действием - действия, выполняемые при успешном исходе поиска (они могут быть промежуточными, выступающими далее как условия, и терминальными или целевыми, завершающими работу системы).

При использовании продукционной модели база знаний состоит из набора правил, Программа, управляющая перебором правил, называется машиной вывода. Чаще всего вывод бывает прямой (от данных к поиску цели) или обратный (от цели для ее подтверждения - к данным). Данные - это исходные факты, на основании которых запускается машина вывода - программа, перебирающая правила из базы.

Пример MYCIN: 500 правил. одно из них: если окраска организма грамположительна и морфология организма соответствует кокку а также если организм растёт в сгустках то имеются основания пологать(0.7), что этот организм является стафилококком.

Пример Имеется фрагмент базы знаний из двух правил:

/71: Если "отдых - летом" и "человек - активный", то "ехать в горы",

/72: Если "любит солнце", то "отдых летом",

Предположим, в систему поступили данные - "человек активный" и "любит "солнце"

Прямой вывод - исходя из данных, получить ответ.

1-й проход.

Шаг 1. Пробуем П1, не работает (не хватает данных "отдых - летом").

Шаг 2. Пробуем П2, работает, в базу поступает факт "отдых - летом".

2-й проход.

Шаг 3. Пробуем /7/, работает, активируется цель "ехать в горы", которая и выступает как совет, который дает ЭС.

Обратный вывод - подтвердить выбранную цель при помощи имеющихся правил и данных.

1-й проход.

Шаг 1. Цель - "ехать в горы": пробуем П1 - данных, "отдых - летом" нет, они становятся новой целью, и ищется правило, где она в правой части.

Шаг 2. Цель "отдых - летом": правило П2 подтверждает цель и активирует ее.

2-й проход.

Шаг 3. Пробуем П1, подтверждается искомая цель. 

Правила вывода бывает удобно представлять в виде дерева решений. Граф- множество вершин, связанных дугами. Дерево - граф, не содержащий циклов.

Продукционная модель чаще всего применяется в промышленных экспертных системах. Она привлекает разработчиков своей наглядностью, высокой модульностью, легкостью внесения дополнений и изменений и простотой механизма логического вывода.

Имеется большое число программных средств, реализующих продукционный подход (язык OPS 5 ; "оболочки" или "пустые" ЭС - EXSYS , ЭКСПЕРТ ; инструментальные системы 11ИЭС и СПЭИС и др.), а также промышленных ЭС на его основе и др.

Знания – Пролог
Императивные языки программирования — программист указывает шаги решения задачи и манипулирования данными (C++, Pascal, php)
Декларативные языки программирования — программист задает лишь логически связанные утверждения (декларации), а система автоматически выполняет их обработку в соответствии с внутренними алгоритмами (PROLOG, LISP)
Традиционная булева алгебра и исчисление высказываний не всегда подходят для выражения логических рассуждений, проводимых людьми, более удобен для этого язык логики предикатов. Под исчислением предикатов понимается формальный язык для представления отношений в некоторой предметной области. Основное преимущество исчисления предикатов - хорошо понятный мощный механизм математического вывода, который может быть непосредственно запрограммирован. Дальнейшее изложение ведется с учетом того, что читатель знаком с основами булевой алгебры. 

Предикатом называют предложение, принимающее только два значения: "истина" или "ложь". Для обозначения предикатов применяются логические связки между высказываниями: ¬ - не, 
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- или, - и, - если, а также квантор [image: image2.png]


существования и квантор всеобщности [image: image3.png]
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x(...) - существует такой x, что ...

[image: image5.png]


x(...) - для любого x

Таким образом, логика предикатов оперирует логическими связками между высказываниями, например, она решает вопросы: можно ли на основе высказывания A получить высказывание B и т.д.

Рассмотрим некоторые примеры. Высказывание "у каждого человека есть отец" можно записать:
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x [image: image7.png]


y (человек(x) [image: image8.png]


 отец(y,x))

Выражение "Джон владеет красной машиной" записывается, например, так:

[image: image9.png]


x ( владеет(Джон, x) [image: image10.png]


 машина(x) [image: image11.png]


 красный(x))

Рассмотрим вывод, дающий заключение на основе двух предпосылок:

Предпосылка 1: Все люди смертны

[image: image12.png]


x (человек(x) [image: image13.png]


 смертен(x))
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x (p(x) [image: image15.png]


 q(x))

Предпосылка 2: Сократ - человек

p(a)

Заключение: Сократ - смертен

Смертен(Сократ) 

q(a)

Если обозначить через f функцию одного аргумента, то логическая формула для этого высказывания будет иметь вид:

[image: image16.png]


x (f(x) [image: image17.png]


 q(x))

Алфавит логики предикатов состоит из элементов (символов):

x, y, z, u, v, w - переменные;

a, b, c, d, e - константы;

f, g, h - функциональные символы;

p, q, r, s, t - предикатные символы;

¬, [image: image18.png]
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, [image: image21.png]


, [image: image22.png]


- логические символы.

Запишем на языке исчисления предикатов некоторое выражение:

[image: image23.png]


y [image: image24.png]


x (человек(x) [image: image25.png]


 отец(y,x))

Что означает записанное выражение? Ответ очевиден: "у всех людей общий отец".

Приведем пример простого доказательства на языке исчисления предикатов.

Даны следующие факты:

"Иван является отцом Михаила" - отец(a,b) 

"Петр является отцом Василия" - отец(c,d) 

"Иван и Петр являются братьями" - 
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w (брат(a,c) [image: image27.png]


 отец(w,a) [image: image28.png]


 отец(w,c))

Даны следующие определения:

"Брат отца является дядей" - 

[image: image29.png]


y (дядя(x,u) [image: image30.png]


 отец(y,u) [image: image31.png]


 брат(y,x))

"Сын дяди является двоюродным братом" - 

[image: image32.png]


x (дв.брат(z,u) [image: image33.png]


 дядя(x,u) [image: image34.png]


 отец(x,z))

Требуется доказать, что "Михаил и Василий являются двоюродными братьями":

[image: image35.png]


x [image: image36.png]


y (дв.брат(b,d) [image: image37.png]


отец(y,b) [image: image38.png]


брат (y,x) [image: image39.png]


отец(x,d)) 

Делаем подстановки y = Иван, b = Михаил и x = Петр, d = Василий, видим, что предикаты 1, 2, 3 дают правильное предложение 6.

Рассмотренный нами язык называется исчислением предикатов первого порядка и позволяет связывать знаком квантора переменные, соответствующие объектам из предметной области, но не предикаты или функции.

Исчисление предикатов второго порядка позволяет связывать знаком квантора не только переменные, соответствующие объектам из предметной области, но и предикаты или функции. Примером исчисления предикатов второго порядка может служить выражение "Единственное качество Джона - это честность", которое записывается так:

[image: image40.png]


P (P(Джон) [image: image41.png]


 качество(P) [image: image42.png]


 P = честность)

Методы поиска решений на основе исчисления предикатов

Семантика исчисления предикатов обеспечивает основу для формализации логического вывода. Возможность логически выводить новые правильные выражения из набора истинных утверждений очень важна. Логически выведенные утверждения корректны, и они совместимы со всеми предыдущими интерпретациями первоначального набора выражений. Обсудим вышесказанное неформально и затем введем необходимую формализацию.

В исчислении высказываний основным объектом является переменное высказывание (предикат), истинность или ложность которого зависит от значений входящих в него переменных. Так, истинность предиката "x был физиком" зависит от значения переменной x. Если x - П. Капица, то предикат истинен, если x - М. Лермонтов, то он ложен. На языке исчисления предикатов утверждение [image: image43.png]


x(P(x) [image: image44.png]


Q(x)) читается так: "для любого x если P(x), то имеет место и Q(x)". Иногда его записывают и так: [image: image45.png]


x (P(x) → Q(x)). Выделенное подмножество тождественно истинных формул (или правильно построенных формул - ППФ), истинность которых не зависит от истинности входящих в них высказываний, называется аксиомами.

В исчислении предикатов имеется множество правил вывода. В качестве примера приведем классическое правило отделения, или modus ponens :

(A, A → B) / B

которое читается так "если истинна формула A и истинно, что из A следует B, то истинна и формула B". Формулы, находящиеся над чертой, называются посылками вывода, а под чертой - заключением. Это правило вывода формализует основной закон дедуктивных систем: из истинных посылок всегда следуют истинные заключения. Аксиомы и правила вывода исчисления предикатов первого порядка задают основу формальной дедуктивной системы, в которой происходит формализация схемы рассуждений в логическом программировании. Можно упомянуть и другие правила вывода.

Modus tollendo tollens : Если из A следует B и B ложно, то и A ложно.

Modus ponendo tollens : Если A и B не могут одновременно быть истинными и A истинно, то B ложно.

Modus tollendo ponens : Если либо A, либо B является истинным и A не истинно, то B истинно.

Решаемая задача представляется в виде утверждений (аксиом) f1, f2... fn исчисления предикатов первого порядка. Цель задачи B также записывается в виде утверждения, справедливость которого следует установить или опровергнуть на основании аксиом и правил вывода формальной системы. Тогда решение задачи (достижение цели задачи) сводится к выяснению логического следования (выводимости) целевой формулы B из заданного множества формул (аксиом) f1, F2... Fn. Такое выяснение равносильно доказательству общезначимости (тождественно-истинности) формулы

f1& f2&... & fn → B

или невыполнимости (тождественно-ложности) формулы

f1& f2&... & fn& ¬B

Из практических соображений удобнее использовать доказательство от противного, то есть доказывать невыполнимость формулы. На доказательстве от противного основано и ведущее правило вывода, используемое в логическом программировании, - принцип резолюции. Робинсон открыл более сильное правило вывода, чем modus ponens, которое он назвал принципом резолюции (или правилом резолюции ). При использовании принципа резолюции формулы исчисления предикатов с помощью несложных преобразований приводятся к так называемой дизъюнктивной форме, то есть представляются в виде набора дизъюнктов. При этом под дизъюнктом понимается дизъюнкция литералов, каждый из которых является либо предикатом, либо отрицанием предиката. 

Приведем пример дизъюнкта:

[image: image46.png]


x (P(x, c1) [image: image47.png]


 Q(x, c2)).

Пусть P - предикат уважать, c1 - Ключевский, Q - предикат знать,c2 - история. Теперь данный дизъюнкт отражает факт "каждый, кто знает историю, уважает Ключевского".

Приведем еще один пример дизъюнкта:

[image: image48.png]


x (P(x, c1)& P(x, c2)).

Пусть P - предикат знать, c1 - физика, c2 - история. Данный дизъюнкт отражает запрос "кто знает физику и историю одновременно".

Таким образом, условия решаемых задач (факты) и целевые утверждения задач (запросы) можно выразить в дизъюнктивной форме логики предикатов первого порядка. В дизъюнктах кванторы всеобщности [image: image49.png]


, [image: image50.png]


, обычно опускаются, а связки [image: image51.png]


, ¬, [image: image52.png]


заменяются на → импликацию.

Вернемся к принципу резолюции. Главная идея этого правила вывода заключается в проверке того, содержит ли множество дизъюнктов R пустой (ложный) дизъюнкт. Обычно резолюция применяется с прямым или обратным методом рассуждения. Прямой метод из посылок A, A → B выводит заключение B (правило modus ponens). Основной недостаток прямого метода состоит в его не направленности: повторное применение метода приводит к резкому росту промежуточных заключений, не связанных с целевым заключением. Обратный вывод является направленным: из желаемого заключения B и тех же посылок он выводит новое подцелевое заключение A. Каждый шаг вывода в этом случае связан всегда с первоначально поставленной целью. Существенный недостаток метода резолюции заключается в формировании на каждом шаге вывода множества резольвент - новых дизъюнктов, большинство из которых оказывается лишними. В связи с этим разработаны различные модификации принципа резолюции, использующие более эффективные стратегии поиска и различного рода ограничения на вид исходных дизъюнктов. В этом смысле наиболее удачной и популярной является система ПРОЛОГ, которая использует специальные виды дизъюнктов, называемых дизъюнктами Хорна.

Процесс доказательства методом резолюции (от обратного) состоит из следующих этапов:

Предложения или аксиомы приводятся к дизъюнктивной нормальной форме. 

К набору аксиом добавляется отрицание доказываемого утверждения в дизъюнктивной форме. 

Выполняется совместное разрешение этих дизъюнктов, в результате чего получаются новые основанные на них дизъюнктивные выражения (резольвенты). 

Генерируется пустое выражение, означающее противоречие. 

Подстановки, использованные для получения пустого выражения, свидетельствуют о том, что отрицание отрицания истинно.

Рассмотрим примеры применения методов поиска решений на основе исчисления предикатов.Итак, заданы утверждения 1-4 в левом столбце. Требуется ответить на вопрос: "Существует ли человек, живущий интересной жизнью?" В виде предикатов эти утверждения записаны во втором столбце таблицы. Предполагается, что [image: image53.png]


X(smart(X)=¬stupid(X)) и [image: image54.png]


Y(wealthy(Y)=¬poor(Y)). В третьем столбце таблицы записаны дизъюнкты.

	Таблица 3.2. Интересная жизнь

	Утверждения и заключение
	Предикаты
	Предложения(дизъюнкты)

	1. Все небедные и умные люди счастливы
	[image: image55.png]


X(¬poor(X) [image: image56.png]


 smart(X) →

happy(X))
	poor(X) [image: image57.png]


 ¬smart(X) &

 happy(X)

	2. Человек, читающий книги, - неглуп
	[image: image58.png]


Y (read(Y) → smart(Y))
	¬read(Y) & smart(Y)

	3. Джон умеет читать и является состоятельным человеком
	read(John) [image: image59.png]


 ¬poor(John)
	3a read(John)

3b ¬poor(John)

	4. Счастливые люди живут интересной жизнью
	[image: image60.png]


Z (happy(Z)→exciting(Z))
	¬happy(Z)&exciting(Z)

	5. Заключение: Существует ли человек, живущий интересной жизнью?
	[image: image61.png]


W(exciting(W))
	exciting(W)

	6. Отрицание заключения
	¬[image: image62.png]


W(exciting(W))
	¬exciting(W)


Отрицание заключения имеет вид (строка 6): ¬[image: image63.png]


W(exciting(W))

Одно из возможных доказательств (их более одного) дает следующую последовательность резольвент:

¬happy(Z)резольвента 6 и 4 

poor(X) [image: image64.png]


¬smart(X)резольвента 7 и 1 

poor(Y) [image: image65.png]


¬read(Y)резольвента 8 и 2 

¬read(John) резольвента 9 и 3b 

NIL резольвента 10 и 3a

Символ NIL означает, что база данных выражений содержит противоречие и поэтому наше предположение, что не существует человек, живущий интересной жизнью, неверно.

В методе резолюции порядок комбинации дизъюнктивных выражений не устанавливался. Значит, для больших задач будет наблюдаться экспоненциальный рост числа возможных комбинаций. Поэтому в процедурах резолюции большое значение имеют также эвристики поиска и различные стратегии. Одна из самых простых и понятных стратегий - стратегия предпочтения единичного выражения, которая гарантирует, что резольвента будет меньше, чем наибольшее родительское выражение. Ведь в итоге мы должны получить выражение, не содержащее литералов вообще.

Среди других стратегий (поиск в ширину (breadth-first), стратегия "множества поддержки", стратегия линейной входной формы) стратегия "множества поддержки" показывает отличные результаты при поиске в больших пространствах дизъюнктивных выражений. Суть стратегии такова. Для некоторого набора исходных дизъюнктивных выражений S можно указать подмножество T, называемое множеством поддержки. Для реализации этой стратегии необходимо, чтобы одна из резольвент в каждом опровержении имела предка из множества поддержки. Можно доказать, что если S - невыполнимый набор дизъюнктов, а S-T - выполнимый, то стратегия множества поддержки является полной в смысле опровержения. 
Исследования, связанные с доказательством теорем и разработкой алгоритмов опровержения резолюции, привели к развитию языка логического программирования PROLOG (Programming in Logic). PROLOG основан на теории предикатов первого порядка. Логическая программа - это набор спецификаций в рамках формальной логики. Несмотря на то, что в настоящее время удельный вес языков LISP и PROLOG снизился и при решении задач ИИ все больше используются C, C++ и Java, однако многие задачи и разработка новых методов решения задач ИИ продолжают опираться на языки LISP и PROLOG.

Знания – Свойства знаний
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Знания – Методы поиска решений
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Знания – сценарии и ленемы
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Знания – Виды концептуальных схем
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Знания – Экспертные системы.

Одним из наиболее значительных достижений искусственного интеллекта стала разработка мощных компьютерных систем, получивших название «экспертных» или основанных на «знаниях» систем. В современном обществе при решении задач управления сложными многопараметрическими и сильносвязанными системами, объектами, производственными и технологическими процессами приходится сталкиваться с решением неформализуемых либо трудноформализуемых задач. Такие задачи часто возникают в следующих областях: авиация, космос и оборона, нефтеперерабатывающая промышленность и транспортировка нефтепродуктов, химия, энергетика, металлургия, целлюлозно-бумажная промышленность, телекоммуникации и связь, пищевая промышленность, машиностроение, производство цемента, бетона и т.п. транспорт, медицина и фармацевтическое производство, административное управление, прогнозирование и мониторинг. Наиболее значительными достижениями в этой области стало создание систем, которые ставят диагноз заболевания, предсказывают месторождения полезных ископаемых, помогают в проектировании электронных устройств, машин и механизмов, решают задачи управления реакторами и другие задачи. 
Под экспертной системой (ЭС) будем понимать программу, которая использует знания специалистов (экспертов) о некоторой конкретной узко специализированной предметной области и в пределах этой области способна принимать решения на уровне эксперта-профессионала.

Осознание полезности систем, которые могут копировать дорогостоящие или редко встречающиеся человеческие знания, привело к широкому внедрению и расцвету этой технологии в 80-е, 90-е годы прошлого века. Основу успеха ЭС составили два важных свойства, отмечаемые рядом исследователей:

в ЭС знания отделены от данных, и мощность экспертной системы обусловлена в первую очередь мощностью базы знаний и только во вторую очередь используемыми методами решения задач; 

решаемые ЭС задачи являются неформализованными или слабоформализованными и используют эвристические, экспериментальные, субъективные знания экспертов в определенной предметной области.

Основными категориями решаемых ЭС задач являются: диагностика, управление (в том числе технологическими процессами), интерпретация, прогнозирование, проектирование, отладка и ремонт, планирование, наблюдение (мониторинг), обучение.

Обобщенная схема ЭС приведена на рис 6.1. Основу ЭС составляет подсистема логического вывода, которая использует информацию из базы знаний (БЗ), генерирует рекомендации по решению искомой задачи. Чаще всего для представления знаний в ЭС используются системы продукций и семантические сети. Допустим, БЗ состоит из фактов и правил (если <посылка> то <заключение>). Если ЭС определяет, что посылка верна, то правило признается подходящим для данной консультации и оно запускается в действие. Запуск правила означает принятие заключения данного правила в качестве составной части процесса консультации.

Обязательными частями любой ЭС являются также модуль приобретения знаний и модуль отображения и объяснения решений. В большинстве случаев, реальные ЭС в промышленной эксплуатации работают также на основе баз данных (БД). Только одновременная работа со знаниями и большими объемами информации из БД позволяет ЭС получить неординарные результаты, например, поставить сложный диагноз (медицинский или технический), открыть месторождение полезных ископаемых, управлять ядерным реактором в реальном времени.
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Рис. 6.1.  Структура экспертной системы

Важную роль при создании ЭС играют инструментальные средства. Среди инструментальных средств для создания ЭС наиболее популярны такие языки программирования, как LISP и PROLOG, а также экспертные системы-оболочки (ЭСО): KEE, CENTAUR, G2 и GDA, CLIPS, АТ_ТЕХНОЛОГИЯ, предоставляющие в распоряжение разработчика - инженера по знаниям широкий набор для комбинирования систем представления знаний, языков программирования, объектов и процедур.

Рассмотрим различные способы классификации ЭС.

По назначению ЭС делятся на:

ЭС общего назначения. 

Специализированные ЭС: 

проблемно-ориентированные для задач диагностики, проектирования, прогнозирования 

предметно-ориентированные для специфических задач, например, контроля ситуаций на атомных электростанциях.

По степени зависимости от внешней среды выделяют:

Статические ЭС, не зависящие от внешней среды. 

Динамические, учитывающие динамику внешней среды и предназначенные для решения задач в реальном времени. Время реакции в таких системах может задаваться в миллисекундах, и эти системы реализуются, как правило, на языке С++.

По типу использования различают:

Изолированные ЭС. 

ЭС на входе/выходе других систем. 

Гибридные ЭС или, иначе говоря, ЭС интегрированные с базами данных и другими программными продуктами (приложениями).

По сложности решаемых задач различают:

Простые ЭС - до 1000 простых правил. 

Средние ЭС - от 1000 до 10000 структурированных правил. 

Сложные ЭС - более 10000 структурированных правил.

По стадии создания выделяют:

Исследовательский образец ЭС, разработанный за 1-2 месяца с минимальной БЗ. 

Демонстрационный образец ЭС, разработанный за 2-4 месяца, например, на языке типа LISP, PROLOG, CLIPS 

Промышленный образец ЭС, разработанный за 4-8 месяцев, например, на языке типа CLIPS с полной БЗ. 

Коммерческий образец ЭС, разработанный за 1,5-2 года, например, на языке типа С++, Java с полной БЗ.
Знания – CMAP технологии

CMAP = Concept Map

Является разновидностью семантической сети, в которой присутствуют связи с глагольными формами (аналог стереотипов в UML)
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Знания – Регрессионный анализ (Прогнозирование)
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2.3. Ïàðàìåòðû a

îïðåäåëÿþòñÿ ñðàçó
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.

3. Ïî ïðåäîñòàâëÿåìûì ôóíêöèÿì äëÿ ôîðìèðîâàíèÿ F(x, a).

3.1. Ñèñòåìû, ðåàëèçóþùèå

òîëüêî ëèíåéíóþ àïïðîêñèìàöèþ,

ò.å. F(x, a)=(x, a)

.

3.2. Ñèñòåìû, ïðåäîñòàâëÿþùèå äëÿ
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4.2. Ñèñòåìû, ðàáîòàþùèå ñ ìíîãîñëîéíûìè

íåéðîííûìè ñåòÿìè ñ îáðàòíûìè ñâÿçÿìè
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4.4. Ñèñòåìû, ïðåäîñòàâëÿþùèå êàê îäíî-

ðîäíûå, òàê è íåîäíîðîäíûå íåéðîñåòè

5. Ïî ñîñòàâó íåéðîííîé ñåòè, ðåàëèçóþùåé 

F(x, a)
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Знания – Формализация знаний
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Семантика – (от греч. semantikos - обозначающий) –

1) значения единиц языка.

2) То же, что семасиология, раздел языкознания, изучающий значение единиц языка, прежде всего слов.

3) Один из основных разделов семиотики

Прагматика – раздел семиотики, в котором изучаются отношения субъектов, воспринимающих и использующих какую-либо знаковую систему, к самой знаковой системе. Основные идеи выдвинул Ч. Пирс, развиты Ч. Моррисом(ввел самый термин). Идеи прагматики применяются для разработки эвристического программирования, машинного перевода, информационно-поисковых систем и др.
Интерпретация – (лат. interpretatio) – 

1) в широком смысле - истолкование, объяснение, перевод на более понятный язык; в специальном смысле -построение моделей для абстрактных систем (исчислений) логики и математики...

2) В искусстве - творческое освоение художественных произведений, связанное с его избирательным прочтением (порой полемическим): в обработках и транскрипциях, в художественном чтении, режиссерском сценарии, актерской роли, музыкальном исполнении...

3) Метод литературоведения: истолкование смысла произведений в определенной культурно-исторической ситуации его прочтения. В искусстве и литературоведении основана на принципиальной многозначности художественного образа.

Структурирование — (от лат. structura – взаиморасположение) стратегия запоминания, при которой элементы запоминаемой информации связываются по какому–то логическому основанию в целостные группы.

Знания – семантические сети
Семантика в бытовом понимании означает смысл слова, художественного произведения, действия и т.д. Семантическая сеть (СС) - это граф, дуги которого есть отношения между вершинами (значениями). Семантические сети появились как модель системы представления знаний при решении задач разбора и понимания смысла естественного языка. Модели в виде СС активно развиваются в работах зарубежных и отечественных ученых, вбирая в себя важнейшие свойства других типов. 

Пример семантической сети для предложения типа "Поставщик осуществил поставку изделий по заказу клиента до 1 июня 2004 года в количестве 1000 штук" приведен на рис. 2.3.
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Рис. 2.3.  Пример семантической сети

На этом примере видно, что между объектами Поставщик и Поставка определено отношение "агент", между объектами Изделие и Поставка определено отношение "объект" и т.д.

Число отношений, используемых в конкретных семантических сетях, может быть самое разное. К.Филмор, один из первых поборников идеи семантических падежей при разборе предложений, проводил свои рассуждения, пользуясь дюжиной отношений. Неполный список возможных отношений, используемых в семантических сетях для разбора предложений, выглядит следующим образом.

Агент – это то, что (тот, кто) вызывает действие. Агент часто является подлежащим в предложении, например, "Робби ударил мяч".

Объект – это то, на что (на кого) направлено действие. В предложении объект часто выполняет роль прямого дополнения, например, "Робби взял желтую пирамиду ".

Инструмент – то средство, которое используется агентом для выполнения действия, например, "Робби открыл дверь с помощью ключа ".

Соагент служит как подчиненный партнер главному агенту, например, "Робби собрал кубики с помощью Суззи".

Пункт отправления и пункт назначения - это отправная и конечная позиции при перемещении агента или объекта: "Робби перешел из комнаты в библиотеку ".

Траектория – перемещение от пункта отправления к пункту назначения: "Они прошли через дверь по ступенькам на лестницу ".

Средство доставки – то в чем или на чем происходит перемещение: "Он всегда едет домой на метро ".

Местоположение – то место, где произошло (происходит, будет происходить) действие, например, "Он работал за столом ".

Потребитель – то лицо, для которого выполняется действие: "Робби собрал кубики для Суззи".

Сырье – это, как правило, материал, из которого что-то сделано или состоит. Обычно сырье вводится предлогом из, например, "Робби собрал Суззи из интегральных схем ".

Время – указывает на момент совершения действия: "Он закончил свою работу поздно вечером ".

Наиболее типичный способ вывода в семантических сетях (СС) - это способ сопоставления частей сетевой структуры. Это видно на следующем простом примере, представленном на рис. 2.4.
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Рис. 2.4.  Процедура сопоставления в СС

Куб Cube принадлежит миру BlockWorld.

Куб Cube_001 есть разновидность куба Cube.

Легко сделать вывод:

Куб Cube_001 есть часть мира BlockWorld.

Еще один пример поиска в СС. Представим вопрос "какой объект находится на желтом блоке?" в виде подсети, изображенной на рис 2.5. Произведем сопоставление вопроса с сетью, представленной на рис. 2.6. В результате сопоставления получается ответ - "Пирамида".
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Рис. 2.5.  Вопрос в виде CC
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Рис. 2.6.  Процедура сопоставления в СС

Знания – фреймовые сети
Фреймы предложены в 1975 году Марвином Минским. Фрейм (рамка в переводе с англ.) - это единица представления знаний, запомненная в прошлом, детали которой могут быть изменены согласно текущей ситуации. Фрейм представляет собой структуру данных, с помощью которых можно, например, описать обстановку в комнате или место встречи для проведения совещания. М.Минский предлагал эту модель для описания пространственных сцен. Однако с помощью фреймов можно описать ситуацию, сценарий, роль, структуру и т.д. 

Фрейм отражает основные свойства объекта или явления. Структура фрейма записывается в виде списка свойств, называемых во фрейме слотами. Рассмотрим запись фрейма на языке FRL (Frame Representation Language) – языке, похожем на LISP, но только внешне из-за наличия скобок.

Например, фрейм СТОЛ может быть записан в виде 3 слотов: слот НАЗНАЧЕНИЕ (purpose), слот ТИП (type) и слот ЦВЕТ (colour) следующим образом:

(frame СТОЛ

     (purpose (value(размещение предметов для

       деятельности рук)))

     (type (value(письменный)))

     (colour (value (коричневый))))

Во фрейме СТОЛ представлены только ДЕКЛАРАТИВНЫЕ средства для описания объекта, и такой фрейм носит название фрейм-образец. Однако существуют также фреймы-экземпляры, которые создаются для отображения фактических ситуаций на основе поступающих данных и ПРОЦЕДУРАЛЬНЫХ средств (демонов), например, следующих:

IF-DEFAULT - по умолчанию

IF-NEEDED - если необходимо

IF-ADDED - если добавлено

IF-REMOVED - если удалено

Слот IS-A или AKO (A Kind Of) определяет иерархию фреймов в сети фреймов. Такая связь обеспечивает наследование свойств. Слот isa указывает на фрейм более высокого уровня, откуда неявно наследуются свойства аналогичных слотов.

Рассмотрим фрагмент описания из "мира блоков" (рис 2.1) в виде фреймов.
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Рис. 2.1.  "Мир блоков"

(frame (name (Cube))

    (isa (Block World))

    (length (NULL))

    (width (IF-DEFAULT (use length)))    

    (height (IF-DEFAULT (use length))))    

 (frame (name (B1))      

   (isa (Cube))    

   (color (red))    

   (length (80)))    

 (frame (name (B2))       

   (isa (Block World))    

   (color (green))    

   (length (65))    

   (who_put (value (NULL))    

      (IF_NEEDED (askuser))))

Слот isa указывает на то, что объекты B1 и B2 являются подтипом объекта Cube и наследуют его свойства, а именно, length = width = height. Демон IF_NEEDED запускается автоматически, если понадобится узнать, кто поставил B2 на стол. Полученный ответ (Робби) будет подставлен в значение слотаwho_put. Аналогично работают демоны IF-ADDED и IF-REMOVED.

Допустим, однорукому роботу Робби дается приказ "Возьми желтый предмет, который поддерживает пирамиду". На языке представления знаний (ЯПЗ) вопрос записывается так:

(object ? X       

    (color (yellow))   

    (hold ? Y    

       (type (pyramid))))

Программа сопоставления с образцом находит в в базе знаний описание объектов:

(frame (name (B3))    

    (type (block))

    (color (yellow))

    (size (20 20 20))

    (coordinate (20 50 0))

    (hold (P1)))

и

(frame (name (P1))    

   (type (pyramid))

   ...)

Ответ получен X = B3, Y = P1 и Робби выдается команда take(object=B3).

Таков общий механизм представления знаний в виде фреймов. Реализация этого механизма потребует решения других, более сложных проблем, например, автоматического ввода знаний для трехмерных объектов, работы с трехмерными быстродвижущимися объектами (своеобразный тест на реакцию) и т.д. Эти проблемы ждут своего эффективного решения.
Нейросети – Понятие нейрона
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Активационные функции:

[image: image87.wmf]
а) единичная пороговая функция;

б) линейный порог (гистерезис); 

в) сигмоид - гиперболический тангенс; 

г) логистический сигмоид.

Логистический сигмоид
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Нейросети – персептрон

персептрон - (англ. perseptron, от лат. perseptio - восприятие), устройство, моделирующее процесс восприятия; впервые предложено американским ученым Ф. Розенблаттом (F. Rosenblatt) в 1957 (зрительный анализатор "Марк-1"). Впоследствии персептроном стали называть системы (часто на базе электронно-вычислительных машин) для решения задач, связанных с распознаванием образов.

 (рис.3), нейроны которого имеют активационную функцию в виде единичной пороговой функции, работа которого подробно рассмотрена в литературе [2-4]. На n входов поступают некие сигналы, проходящие по синапсам на 3 нейрона, образующие единственный слой этой НС и выдающие три выходных сигнала: 
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Очевидно, что все весовые коэффициенты синапсов одного слоя нейронов можно свести в матрицу W, в которой каждый элемент wij задает величину i-ой синаптической связи j-ого нейрона. Таким образом, процесс, происходящий в НС, может быть записан в матричной форме: Y=F(XW), где X и Y - соответственно входной и выходной сигнальные векторы, F( V) - активационная функция, применяемая поэлементно к компонентам вектора V. Теоретически число слоев и число нейронов в каждом слое может быть произвольным. 

[image: image91.wmf]
Рис.3 Однослойный персептрон. 

Для того чтобы нейронная сеть работала - ее надо обучить. От качества обучения зависит способность сети решать поставленные перед ней проблемы. На этапе обучения кроме параметра качества подбора весовых коэффициентов важную роль играет время обучения. Как правило, эти два параметра связаны обратной зависимостью и их приходится выбирать на основе компромисса. Обучение НС может вестись с учителем или без него. В первом случае сети предъявляются значения как входных, так и желательных выходных сигналов, и она по некоторому внутреннему алгоритму подстраивает веса своих синаптических связей. Во втором случае выходы НС формируются самостоятельно, а веса изменяются по алгоритму, учитывающему только входные и производные от них сигналы. 

Рассматривая классификацию НС можно выделить: бинарных (цифровые) и аналоговых НС, предварительно обученные (неадаптивные) и самообучающиеся (адаптивные) нейронные сети, что крайне важно при их аппаратной реализации. Бинарные оперируют с двоичными сигналами, и выход каждого нейрона может принимать только два значения: логический ноль ("заторможенное" состояние) и логическая единица ("возбужденное" состояние). К этому классу сетей относится и рассмотренный выше трех нейронный персептрон, так как выходы его нейронов, формируемые функцией единичного скачка, равны либо 0, либо 1. В аналоговых сетях выходные значения нейронов могут принимать непрерывные значения, что могло бы иметь место после замены активационной функции нейронов персептрона на сигмоид. 
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Рис. 4. Двухслойный персептрон 

Сети также можно классифицировать по топологии (числу слоев и связей между ними). На рисунке 4 представлен двухслойный персептрон, полученный из персептрона рисунка 3 путем добавления второго слоя, состоящего из двух нейронов. При этом нелинейность активационной функции имеет конкретный смысл: так как, если бы она не обладала данным свойством или не входила в алгоритм работы каждого нейрона, результат функционирования любой p-слойной НС с весовыми матрицами W(i), i=1,2,...p для каждого слоя i сводился бы к перемножению входного вектора сигналов X на матрицу W([image: image93.png]


)=W(1)..W(2) Ч...ЧW(p) , то есть фактически такая p-слойная НС эквивалентна однослойной НС с весовой матрицей единственного слоя W([image: image94.png]
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c – постоянный коэффициент скорости обучения;

d – ожидаемое значение выхода.
Нейросети – гауссов классификатор (Neural Gaussian Classifier)

Персептрон может быть использован для реализации гауссова классификатора по максимуму вероятности (Gaussian maximum likelihood classifier). 

В классическом алгоритме обучения персептрона не используются предположения относительно распределений примеров обучающих выборок, а рассматривается функция ошибки. Этот алгоритм работает более устойчиво, если входные сигналы формируются в результате нелинейных процессов и распределены несимметрично и не по гауссову закону. 

В основе построения Гауссова классификатора лежат предположения о распределениях входных сигналов. Считается, что эти распределения известны и соответствует закону Гаусса. 

Формулы для расчета параметров нейросетевого гауссова классификатора определяются следующим образом. Пусть MAi и sAi2 - среднее значение и отклонение (мат. ожидание и дисперсия) входного сигнала xi, когда входной сигнал принадлежит классу A, MBi и sBi2 - среднее значение и отклонение входного сигнала xi, когда входной сигнал принадлежит классу B, и sAi2=sBi2=si2. Тогда значения вероятности, используемые классификатором по максимуму вероятности пропорциональны следующим величинам: 
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 Классификатор по максимуму вероятности должен вычислять LA LB и выбирать класс с наибольшей вероятностью. Первые слагаемые в формулах идентичны. Поэтому их можно опустить. Вторые слагаемые могут быть вычислены путем умножения входных сигналов на синаптические веса. Третьи слагаемые - константы, значения которых можно присвоить смещению нейрона. Значения синаптических весов: 
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Значение смещения: 
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Недостатки: примитивные разделяющие поверхности (гиперплоскости) дают возможность решать лишь самые простые задачи распознавания. Считаются априорно известными распределения входных сигналов, соответствующие разным классам. 

Преимущества: программные или аппаратные реализации модели очень просты. Простой и быстрый алгоритм формирования синаптических весов и смещений. 

Нейросети – Сеть Хопфилда (HOPFIELD NET)

В основном сеть Хопфилда используется как ассоциативная память. Исходными данными для расчета значений синаптических весов сети являются векторы - образцы классов. Сеть функционирует циклически. Выход каждого из нейронов подается на входы всех остальных нейронов. Нейроны сети имеют жесткие пороговые функции. 
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Рис.2.1 Схема сети Хопфилда

Итерации сети завершаются после того, как выходные сигналы нейронов перестают меняться. 

Размерности входных и выходных сигналов совпадают. Сеть, содержащая N нейронов может запомнить не более M=0.15*N образов. При этом запоминаемые образы не должны быть сильно коррелированны.

Недостатки: 

· Сеть обладает небольшой емкостью. 

· Наряду с запомненными образами в сети хранятся и их негативы. 

· Размерность и тип входных сигналов в точностью совпадают с размерностью и типом выходных сигналов. Это существенно ограничивает применение сети в задаче распознавания образов. 

· При использовании коррелированных векторов-образцов возможно зацикливание сети в процессе функционирования. 

· Квадратичный рост числа синапсов при увеличении размерности входного сигнала также можно считать недостатком сети.

Нейросети – Сеть Хемминга (HAMMING NET)

Использование вычисления расстояния Хемминга в задаче передачи двоичных сигналов фиксированной длины исследовалось в теории информации. 

Расстояние Хемминга между двумя бинарными векторами одинаковой длины - это число несовпадающих бит в этих векторах. Нейронная сеть, которая реализует параллельное вычисление расстояний Хемминга от входного вектора до нескольких векторов- образцов, носит название сети Хемминга.


[image: image102.wmf]1

2

3

n

Входы

Выходы

X1

X2

X3

Xn

Y1

Y2

Y3

Ym


Рис.2.2. Схема сети Хемминга

Размерности входных и выходных сигналов могут не совпадать. Число синапсов в сети: (n*m). 

Недостатки :

· Сеть способна правильно распознавать (классифицировать) только слабо зашумленные входные сигналы. 

· Возможность использования только бинарных входных сигналов существенно ограничивает область применения. 

Преимущества:

· Сеть работает предельно просто и быстро. 

· Выходной сигнал (решение задачи) формируется в результате прохода через всего лишь один слой нейронов. Для сравнения: в многослойных сетях сигнал проходит через несколько слоев. В сетях циклического функционирования сигнал многократно проходит через нейроны сети, причем число итераций, необходимое для получения решения, бывает заранее не известно. 

· В модели использован один из самых простых алгоритмов формирования синаптических весов и смещений сети. 

· В отличие от сети Хопфилда, емкость сети Хемминга не зависит от размерности входного сигнала, она в точности равна количеству нейронов (M). Сеть Хопфилда с входным сигналом размерностью 100 может запомнить 10 образцов, при этом у нее будет 10000 синапсов. У сети Хемминга с такой же емкостью будет всего лишь 1000 синапсов. 

Нейросети – Сеть Кохонена (KOHONEN'S NEURAL NETWORK)

В мозге нейроны располагаются в определенном порядке так, что некоторые внешние физические воздействия вызывают ответную реакцию нейронов из определенной области мозга. Например, в той части мозга, которая отвечает за восприятие звуковых сигналов, нейроны группируются в соответствии с частотами входного сигнала, на которых они резонируют. Хотя строение мозга в значительной степени предопределяется генетически, отдельные структуры мозга формируются в процессе самоорганизации. Алгоритм Кохонена в некоторой степени напоминает процессы, происходящие в мозге. Алгоритм Кохонена дает возможность строить нейронную сеть для разделения векторов входных сигналов на подгруппы. Сеть состоит из M нейронов, образующих прямоугольную решетку на плоскости. 

Элементы входных сигналов подаются на входы всех нейронов сети. В процессе работы алгоритма настраиваются синаптические веса нейронов. 
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Рис.2.3. Схема сети Кохонена

Входные сигналы - вектора действительных чисел - последовательно предъявляются сети. Желаемые выходные сигналы не определяются. После того, как было предъявлено достаточное число входных векторов, синаптические веса сети определяют кластеры. Кроме того, веса организуются так, что топологически близкие узлы чувствительны к похожим внешним воздействиям (входным сигналам). 

Для реализации алгоритма необходимо определить меру соседства нейронов (меру близости) 

Недостатки: 

· Сеть может быть использована для кластерного анализа только в том случае, если заранее известно число кластеров. 

Преимущества: 

· В отличие от сети ART Гроссберга, сеть Кохонена способна функционировать в условиях помех, так как число классов фиксировано, веса модифицируются медленно, настройка весов заканчивается после обучения (в сети ART настройка продолжается непрерывно).
Сеть поиска максимума (MAXNET)

Сеть циклического функционирования. На каждой итерации большие сигналы на выходах нейронов подавляют слабые сигналы на выходах других нейронов. Если в начале функционирования сети сигнал на выходе одного из нейронов имел максимальное значение, то в конце функционирования все выходы нейронов, кроме максимального, имеют значения, близкие к нулю. Таким образом, нейрон с наибольшим выходным сигналом побеждает. Это достигается за счет использования латеральных связей. 
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Рис.2.4. Схема сети MAXNET

Итерации сети завершаются после того, как выходные сигналы нейронов перестают меняться. 

Недостатки: 

· Число итераций функционирования сети заранее не определено. 

· Сеть определяет, какой из входных сигналов имеет максимальное значение, но в процессе функционирования теряет само значение максимального сигнала. 

· Квадратичный рост числа синапсов при увеличении размерности входного сигнала также можно считать недостатком сети. 

Преимущества: 
· Сеть работает предельно просто.

Нейросети – Классификатор Карпентер/Гроссберга

Классификатор Карпентер/Гроссберга (сеть адаптивной резонансной теории - 1 (АРТ-1)) обучается без учителя, она реализует алгоритм кластеризации, очень похожий на алгоритм "последовательного лидера" (sequential leader clustering algorithm). В соответствии с этим алгоритмом первый входной сигнал считается образцом первого кластера. Следующий входной сигнал сравнивается с образцом первого кластера. Говорят, что входной сигнал "следует за лидером" и принадлежит первому кластеру, если расстояние до образца первого кластера меньше порога. В противном случае второй входной сигнал - образец второго кластера. Этот процесс повторяется для всех следующих входных сигналов. Таким образом, число кластеров растет с течением времени и зависит как от значения порога, так и от метрики расстояния, использующейся для сравнения входных сигналов и образцов классов. 

Основная часть сети ART-1 схожа с сетью Хемминга, которая дополнена полносвязной сетью MAXNET. С помощью последовательных связей высчитывается соответствие входных сигналов и образцов кластеров. Максимальное значение соответствия усиливается с помощью взаимного латерального торможения выходных нейронов. Сеть ART-1 отличается от сети Хемминга обратными связями от выходных нейронов к входным, кроме того имеется возможность выключать выходной нейрон с максимальным значением соответствия и проводить пороговое тестирование соответствия входного сигнала и образцов кластеров, как того требует алгоритм "последовательного лидера". 
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Рис.2.5. Схема классификатора Карпентер/Гроссберга

Емкость сети совпадает с числом нейронов второго слоя и может увеличиваться в процессе функционирования сети. 

Недостатки: 

· Неограниченное увеличение числа нейронов в процессе функционирования сети. 

· В присутствии шума возникают значительные проблемы, связанные с неконтролируемым ростом числа образцов. 

Преимущества: 
· Обучение без учителя. 

Нейросети – Сеть встречного распространения (COUNTERPROPAGATION NETWORK)

В сети встречного распространения объединены два алгоритма: самоорганизующаяся карта Кохонена и звезда Гроссберга. Их объединение приводит к появлению у модели встречного распространения свойств, которых нет у каждого из этих алгоритмов в отдельности. 

Нейронные сети, которые объединяют различные нейропарадигмы как строительные блоки, более близки к мозгу по архитектуре, чем однородные структуры. Считается, что в мозге именно каскадные соединения модулей различной специализации позволяют выполнять требуемые вычисления. 

В процессе обучения сети встречного распространения входные векторы ассоциируются с соответствующими выходными векторами. Эти векторы могут быть двоичными или непрерывными. После обучения сеть формирует выходные сигналы, соответствующие входным сигналам. Обобщающая способность сети дает возможность получать правильный выход, когда входной вектор неполон или искажен. 

Сеть встречного распространения имеет два слоя с последовательными связями. Первый слой - слой Кохонена, второй - слой Гроссберга. Каждый элемент входного сигнала подается на все нейроны слоя Кохонена. Веса связей (wmn) образуют матрицу W. Каждый нейрон слоя Кохонена соединен со всеми нейронами слоя Гроссберга. Веса связей (vnp) образуют матрицу весов V. Отличие сети встречного распространения от других многослойных сетей с последовательными связями состоит в операциях, выполняемых нейронами Кохонена и Гроссберга. 

В режиме функционирования сети предъявляется входной сигнал X и формируется выходной сигнал Y. В режиме обучения на вход сети подается входной сигнал и веса корректируются, чтобы сеть выдавала требуемый выходной сигнал. 

Недостатки: 

· Сеть не дает возможности строить точные аппроксимации (точные отображения). В этом сеть значительно уступает сетям с обратным распространением ошибки. 

· К недостаткам модели также следует отнести слабую теоретическую проработку модификаций сети встречного распространения. 

Преимущества: 

Сеть встречного распространения проста.

Она дает возможность извлекать статистические свойства из множеств входных сигналов. Кохоненом показано, что для полностью обученной сети вероятность того, что случайно выбранный входной вектор (в соответствии с функцией плотности вероятности входного множества) будет ближайшим к любому заданному весовому вектору, равна 1/k, k - число нейронов Кохонена. 

Сеть быстро обучается. Время обучения по сравнению с обратным распространением может быть в 100 раз меньше. 

По своим возможностям строить отображения сеть встречного распространения значительно превосходит однослойные персептроны. 

Сеть полезна для приложений, в которых требуется быстрая начальная аппроксимация. 

Сеть дает возможность строить функцию и обратную к ней, что находит применение при решении практических задач
Нейросети – Сеть поиска максимума с прямыми связями (Feed-forward MAXNET)

Многослойная сеть с прямыми связями. Входные сигналы попарно сравниваются друг с другом. Наибольший сигнал в каждой паре передается на следующий слой для дальнейших сравнений. На выходе сети лишь один сигнал имеет ненулевое значение. Он соответствует максимальному сигналу на входе сети. 

В основе лежит нейросетевой компаратор, который выполняет сравнение двух аналоговых сигналов (x1 и x2). На выходе z - значение максимального сигнала (x1 или x2). Выходы y1 и y2 показывают, какой именно входной сигнал имеет максимальное значение. На рисунке проставлены значения синаптических весов. Смещения всех нейронов сети - нулевые. Нейроны, которые помечены черным цветом, имеют жесткие пороговые функции, передаточные функции у остальных нейронов - линейные с насыщением. 

На следующем рисунке показана сеть поиска максимума с прямыми связями, которая дает возможность определять максимальный сигнал из восьми входных сигналов. Сеть состоит из нескольких компараторов и дополнительных нейронов и связей. 
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Рис.2.6. Схема сети поиска максимума с прямыми связями.

Размерности входных и выходных сигналов совпадают. Число слоев в сети: приблизительно log2(M), где M - размерность входного сигнала. Сеть поиска максимума с прямыми связями применяется совместно с сетью Хемминга, в составе нейросетевых систем распознавания образов.

Недостатки: 
· Число слоев сети растет с увеличением размерности входного сигнала. 

Преимущества: 
· В отличие от сети MAXNET циклического функционирования, в рассматриваемой модели заранее известен объем вычислений, который требуется для получения решения.
Нейросети – Входная звезда (INSTAR)

Входная звезда состоит из нейрона, на который подается группа входов через синаптические веса. Входные и выходные звезды могут быть взаимно соединены в сети любой сложности. 

Гроссберг рассматривал входные звезды как модели отдельных участков биологического мозга. 
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Рис.2.7. Схема сети типа «Входная звезда».

Входная звезда обучается реагировать на определенный входной вектор X и ни на какой другой. Это обучение реализуется путем настройки весов таким образом, чтобы они соответствовали входному вектору. Выход звезды определяется как взвешенная сумма ее входов. С другой точки зрения, выход можно рассматривать как свертку входного вектора с весовым вектором. Следовательно, нейрон должен реагировать наиболее сильно на входной образ, которому был обучен. 

Недостатки: 
· Каждая звезда в отдельности реализует слишком простую функцию. Из таких звезд невозможно построить нейронную сеть, которая реализовала бы любое заданное отображение. Это ограничивает практическое применение входных звезд. 

Преимущества: 
· Входная звезда хорошо моделирует некоторые функции компонент живых (биологических) нейронных сетей. Сеть, включающая в себя входные звезды, может быть достаточно хорошей моделью отдельных участков мозга. 

При решении практических задач входные звезды могут быть использованы для построения простых быстро обучаемых сетей. 

Нейросети – Генетические алгоритмы

Строго говоря, интеллектуальный анализ данных (в том числе и изображений) - далеко не основная область применения генетических алгоритмов, которые, скорее, нужно рассматривать как мощное средство решения разнообразных комбинаторных задач и задач оптимизации. Тем не менее, генетические алгоритмы вошли сейчас в стандартный инструментарий методов data mining, поэтому они и включены в данный анализ. Этот метод назван так потому, что в какой-то степени имитирует процесс естественного отбора в природе. Пусть нам надо найти решение задачи, наиболее оптимальное с точки зрения некоторого критерия. Пусть каждое решение полностью описывается некоторым набором чисел или величин нечисловой природы. Об этом наборе можно говорить как о совокупности хромосом, определяющих качества индивида - данного решения поставленной задачи. Значения параметров, определяющих решение, будут тогда называться генами. Поиск оптимального решения при этом похож на эволюцию популяции индивидов, представленных их наборами хромосом. В этой эволюции действуют три механизма: 
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отбор сильнейших - наборов хромосом, которым соответствуют наиболее оптимальные решения;

скрещивание – производство новых индивидов при помощи смешивания хромосомных наборов отобранных индивидов, и заключается в том, что они вообще не создают каких-либо моделей или правил, обобщающих предыдущий опыт, - в выборе решения они основываются на всем массиве доступных исторических данных, поэтому невозможно сказать, на основе каких конкретно факторов CBR системы строят свои ответы.

мутация – это преобразование хромосомы, случайно изменяющее одну или несколько ее позиций (генов). Наиболее распространенный вид мутаций — случайное изменение только одного из генов хромосомы.

Нейросети – Реализация аппроксимирующей функции F(x, a)
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Нейросети – Примеры логических элементов
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Нейросети – алгоритмы обучения: обратного распространения ошибки 
Определим закон, по которому эволюционируют значения параметров 
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, в процессе минимизации показателя D, следующим равенством:
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   (2.9)

где ( — параметр закона обучения, время t процедуры настройки полагается непрерывным. Если объединить все настраиваемые параметры МНС в один вектор, то закон (2.9) определяет, что в процессе эволюции этот вектор изменяется в каждый момент времени в направлении антиградиента критерия D. Несложно показать, что закон обучения (2.9) обеспечивает невозрастание показателя D в процессе эволюции:
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Таким образом, следуя закону (2.9) настройки параметров МНС, из любого начального значения параметров осуществляется спуск к экстремальной точке. В связи с тем, что показатель D, рассматриваемый как функция настраиваемых параметров, может содержать много локальных минимумов, нет гарантии спуска из произвольного начального значения вектора параметров в точку глобального минимума. В практических приложениях рекомендуется реализовать процедуру градиентного спуска неоднократно из различных начальных положений для выбора лучшего из полученных решений.

Численная реализация закона (2.9) требует перехода от непрерывного к дискретному времени t = 0, 1, 2, … . В этом случае уравнения эволюции синаптических коэффициентов записываются в следующей форме:
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где ( — параметр закона обучения. От выбора параметра ( зависит скорость обучения, форма переходного процесса по настраиваемым параметрам, а также сам факт сходимости процесса обучения. Чем меньше значение параметра (, тем менее различаются уравнения (2.9) и (2.10), реализующие поиск в непрерывном и дискретном времени. Следовательно, тем выше вероятность сходимости дискретной поисковой процедуры (гарантированное невозрастание критерия D в процессе эволюции доказано выше только для непрерывного времени). В то же время чрезмерное уменьшение параметра ( затягивает переходные процессы, увеличивает необходимое время вычислений. Обычно в программных средствах предусматриваются различные возможности адаптивной подстройки значения ( в процессе поиска экстремума, а выбор начального значения этого параметра определяется пользователем.

Для реализации закона обучения (2.10) необходимо определить алгоритм вычисления частных производных критерия D по искомым параметрам: 
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 Алгоритм обучения однослойной нейронной                                           сети с непрерывной передаточной функцией

Рассматриваем частный случай K = 1, когда сеть содержит один рабочий слой. Опустим верхний индекс номера слоя в обозначениях настраиваемых синаптических коэффициентов 
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, выходного слоя. Опустим также индекс номера слоя в обозначении передаточной функции нейронов f(h).

В принятых обозначениях критерий точности D на основании выражений (1.7) и (1.4) может быть представлен в следующем виде:
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где 
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Вычислим с использованием выражения (2.11) производную показателя D по аргументу 
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    (2.12)

В выводе выражения (2.12) было учтено, что в сумме слагаемых по индексу m в выражении (2.11) только одно слагаемое, соответствующее значению m = i, зависит от 
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. В связи с этим окончательное выражение (2.12) содержит лишь сумму по примерам обучающей выборки. Введем обозначение:
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Тогда выражение (1.12) преобразуется к следующей краткой форме:
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Заметим, что в силу предположения о непрерывности и дифференцируемости активационной характеристики нейронов МНС производная f ′(h) существует (см. выражения (2.12) и (2.13)). В частности, для f(h) = th(( h)

f ′(h) = ( [1 – (f(h))2],

а для логистической функции f(h) = 1 / (1 + exp(–(h))

f ′(h) = ( f(h) (1 – f(h)).
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Рис. 3. Схема настройки параметров однослойной нейронной сети.
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Рис.4. Схема вычисления производной при последовательности соединений нелинейных преобразователей.

Нейросети – Градиентные алгоритмы обучения

Алгоритмы обучения, как правило, функционируют пошагово; и эти шаги принято называть циклами. На каждом цикле на вход сети последовательно подаются все элементы обучающей последовательности, затем вычисляются выходные значения сети, сравниваются с целевыми и вычисляется функционал ошибки. Значения функциона​ла, а также его градиента используются для корректировки весов и смещений, после чего все действия повторяются. Начальные значения весов и смещений выбираются случай​ным образом, а процесс обучения прекращается, когда выполнено определенное количе​ство циклов либо когда ошибка достигнет некоторого малого значения или перестанет уменьшаться.
При такой формализации задачи обучения предполагаются известными желаемые (целевые) реакции сети на входные сигналы, что ассоциируется с присутствием учителя, а поэтому такой процесс обучения называют обучением с учителем. Для некоторых типов нейронных сетей задание целевого сигнала не требуется, и в этом случае процесс обучения называется обучением без учителя.
Алгоритм градиентного спуска (GD)

Алгоритм GD, или алгоритм градиентного спуска, используется для такой корректировки весов и смещений, чтобы минимизировать функционал ошибки, т. е. обеспечить движение по поверхности функционала в направлении, противоположном градиенту функционала по настраиваемым параметрам.

Происходит расчёт приращения веса на k-й итерации 
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 в зависимости от градиента функционала качества по вектору весов 
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 и параметра скорости yнастройки α в соответствии со следующим соотношением:
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(3.4.21)

Алгоритм GDM или алгоритм градиентного спуска с возмущением.

Алгоритм GDM, или алгоритм градиентного спуска с возмущением, предназначен для настройки и обучения сетей прямой передачи. Этот алгоритм позволяет преодолевать локальные неровности поверхности ошибки и не останавливаться в локальных минимумах. С учетом возмущения метод обратного распространения ошибки реализует следующее соотношение для приращения вектора настраиваемых параметров:
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(3.4.22)

где 
[image: image152.wmf]mc

 - параметр возмущения, 
[image: image153.wmf]1
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 - матрица приращений значений весов с предыдущей итерации.

Если параметр возмущения равен 0, то изменение вектора настраиваемых параметров определяется только градиентом, если параметр равен 1, то текущее приращение равно предшествующему как по величине, так и по направлению.

Практика применения описанных выше алгоритмов градиентного спуска показывает, что эти алгоритмы слишком медленны для решения реальных задач. Ниже обсуждаются алгоритмы группового обучения, которые сходятся в десятки и сотни раз быстрее. Ниже представлены 2 разновидности таких алгоритмов: один основан на стратегии выбора параметра скорости настройки и реализован в виде алгоритма GDA, другой - на стратегии выбора шага с помощью порогового алгоритма обратного распространения ошибки и реализован в виде алгоритма Rprop.

Алгоритм градиентного спуска с выбором параметра скорости настройки (GDA)

Алгоритм GDA, или алгоритм градиентного спуска с выбором параметра скорости настройки, использует эвристическую стратегию изменения этого параметра в процессе обучения.

Эта стратегия заключается в следующем. Вычисляются выход и погрешность инициализированной нейронной сети. Затем на каждом цикле обучения вычисляются новые значения настраиваемых параметров и новые значения выходов и погрешностей. Если отношение нового значения погрешности к прежнему превышает определённую величину (рекомендуется 1.04), то новые значения настраиваемых параметров во внимание не принимаются. При этом параметр скорости настройки уменьшается с коэффициентом уменьшения скорости настройки (рекомендуется 0.7). Если новая погрешность меньше прежней, то параметр скорости настройки увеличивается с коэффициентом увеличения скорости настройки (рекомендуется 1.05). Вычисление приращения весов происходит далее по формуле (3.4.21).

Пороговый алгоритм обратного распространения ошибки (Rprop)

Алгоритм Rprop, или пороговый алгоритм обратного распространения ошибки, реализует следующую эвристическую стратегию изменения шага приращения параметров для многослойных нейронных сетей.

Многослойные сети обычно используют сигмоидальные функции активации в скрытых слоях. Эти функции относятся к классу функций со сжимающим отображением, поскольку они отображают бесконечный диапазон значений аргумента в конечный диапазон значений функции. Сигмоидальные функции характеризуются тем, что их наклон приближается к нулю, когда значения входа нейрона существенно возрастают. Следствием этого является то, что при использовании метода наискорейшего спуска величина градиента становится малой и приводит к малым изменениям настраиваемых параметров, даже если они далеки от оптимальных значений.

Цель порогового алгоритма обратного распространения ошибки Rprop (Resilient propagation) состоит в том, чтобы повысить чувствительность метода при больших значениях входа функции активации. В этом случае вместо значений самих производных используется только их знак.

Значение приращения для каждого настраиваемого параметра увеличивается с коэффициентом увеличения приращения 
[image: image154.wmf]+
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 (рекомендуется 1.2) всякий раз, когда производная функционала ошибки по данному параметру сохраняет знак для двух последовательных итераций. Значение приращения уменьшается с коэффициентом уменьшения приращения 
[image: image155.wmf]-
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 (рекомендуется 0.5) всякий раз, когда производная функционала ошибки по данному параметру изменяет знак по сравнению с предыдущей итерацией. Если производная равна 0, то приращение остается неизменным. Поскольку по умолчанию коэффициент увеличения приращения составляет 20 %, а коэффициент уменьшения - 50 %, то в случае попеременного увеличения и уменьшения общая тенденция будет направлена на уменьшение шага изменения параметра. Если параметр от итерации к итерации изменяется в одном направлении, то шаг изменения будет постоянно возрастать.
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Нейросети – Алгоритмы метода сопряжённых градиентов

Основной алгоритм обратного распространения ошибки корректирует настраиваемые параметры в направлении наискорейшего уменьшения функционала ошибки. Но такое направление далеко не всегда является самым благоприятным направлением, чтобы за возможно малое число шагов обеспечить сходимость к минимуму функционала. Существуют направления движения, двигаясь по которым можно определить искомый минимум гораздо быстрее. В частности, это могут быть так называемые сопряженные направления, а соответствующий метод оптимизации - это метод сопряженных градиентов.

Если в обучающих алгоритмах градиентного спуска, управление сходимостью осуществляется с помощью параметра скорости настройки, то в алгоритмах метода сопряженных градиентов размер шага корректируется на каждой итерации. Для определения размера шага вдоль сопряженного направления выполняются специальные одномерные процедуры поиска минимума. 

Все алгоритмы метода сопряженных градиентов на первой итерации начинают поиск в направлении антиградиента:
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Когда выбрано направление, требуется определить оптимальное расстояние (шаг поиска), на величину которого следует изменить настраиваемые параметры:
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Затем определяется следующее направление поиска как линейная комбинация нового направления наискорейшего спуска и вектора движения в сопряженном направлении:
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Различные алгоритмы метода сопряженного градиента различаются способом вычисления константы 
[image: image160.wmf]k
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.

Алгоритм CGF, метод Флетчера – Ривса

Алгоритм CGF, реализующий метод Флетчера – Ривса, использует следующее выражения для вычисления константы метода:
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где 
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В данном случае константа равна отношению квадрата нормы градиента на текущей к квадрату нормы градиента на предыдущей итерации.

Алгоритм Флетчера - Ривса CGF работает намного быстрее, чем градиентный алгоритм CGM с выбором параметра скорости настройки, а иногда и быстрее, чем алгоритм Rprop, как в рассматриваемом случае; хотя на практике это зависит от конкретной задачи. Алгоритмы метода сопряженных градиентов требуют не намного больше памяти, чем градиентные алгоритмы, поэтому их можно рекомендовать для обучения нейронных сетей с большим количеством настраиваемых параметров.

Алгоритм Полака – Рибейры (CGP)

Другой вариант алгоритма сопряженного градиента - это алгоритм CGP Полака - Ри-бейры (Polak - Ribiere). Для этого алгоритма константа метода 
[image: image163.wmf]k
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 выражается следующим образом:
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Таким образом, коэффициент равен скалярному произведению приращения градиента на текущий градиент, деленному на квадрат нормы градиента на предыдущей итерации.

Характеристика сходимости алгоритма CGP во многом похожа на характеристику алгоритма CGF. На практике трудно предсказать, какой алгоритм лучше применить для решения конкретной задачи. Однако требования по памяти для алгоритма CGP несколько больше, поскольку требуется на каждой итерации 4 вектора, в то время как для алгоритма CGF - только 3.

Алгоритм CGB

Для всех алгоритмов метода сопряженных градиентов направление поиска периодически переустанавливается на направление антиградиента, или, иными словами, выполняется рестарт. Это происходит в тех случаях, когда возникают проблемы со сходимостью. Например, если количество итераций превысило число настраиваемых параметров сети, либо возникли иные условия, свидетельствующие о плохой сходимости. Одна из таких стратегий рестарта реализована в алгоритме CGB, предложенном Биеле (Beale) и Пауэллом (Powell). Согласно этой стратегии рестарт выполняется, если текущее и предшествующее направления градиентов слабоортогональны, и это условие определяется следующим образом:
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Характеристики алгоритма CGB в данном случае превосходят показатели сходимости алгоритма СGР, хотя для другой задачи или других начальных параметров это может оказаться не так. С точки зрения требований к оперативной памяти для алгоритма CGB требуется 6 векторов, в то время как для алгоритма СGР - 4.

Нейросети – Квазиньютоновы алгоритмы

Алгоритм BFGS

Альтернативой методу сопряженных градиентов для ускоренного обучения нейронных сетей служит метод Ньютона. Основной шаг этого метода определяется соотношением
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где 
[image: image167.wmf]k

x

 - вектор настраиваемых параметров; 
[image: image168.wmf]k

H

 - матрица Гессе вторых частных производных функционала ошибки по настраиваемым параметрам; 
[image: image169.wmf]k

g

 - вектор градиента функционала ошибки. Процедуры минимизации на основе метода Ньютона, как правило, сходятся быстрее, чем те же процедуры на основе метода сопряженных градиентов. Однако вычисление матрицы Гессе - это весьма сложная и дорогостоящая в вычислительном отношении процедура. Поэтому разработан класс алгоритмов, которые основаны на методе Ньютона, но не требуют вычисления вторых производных. Это класс квазиньютоновых алгоритмов, которые используют на каждой итерации некоторую приближенную оценку матрицы Гессе.

Алгоритм BFGS требует большего количества вычислений на каждой итерации и большего объема памяти, чем алгоритмы метода сопряженных градиентов, хотя, как правило, он сходится на меньшем числе итераций. Требуется на каждой итерации хранить оценку матрицы Гессе, размер которой определяется числом настраиваемых параметров сети. Поэтому для обучения нейронных сетей больших размеров лучше использовать алгоритм Rprop или какой-либо другой алгоритм метода сопряженных градиентов. Однако для нейронных сетей небольших размеров алгоритм BFGS может оказаться эффективным.

Алгоритм OSS

Алгоритм OSS (One Step Secant), или одношаговый алгоритм метода секущих плоскостей, описан в работе Баттити (Battiti). В нем сделана попытка объединить идеи метода сопряженных градиентов и схемы Ньютона. Алгоритм не запоминает матрицу Гессе, полагая ее на каждой итерации равной единичной. Это позволяет определять новое направление поиска не вычисляя обратную матрицу.
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где 
[image: image171.wmf]i

W

 - матрица значение весов на i-й  итерации; 
[image: image172.wmf]i

d

W

 - матрица приращение весов на i-й  итерации; Ac –  массив выходного слоя.

Этот алгоритм требует меньших объемов памяти и вычислительных ресурсов на цикл по сравнению с алгоритмом BFGS, но больше, чем алгоритм CGF. Таким образом, алгоритм OSS может рассматриваться как некий компромисс между алгоритмами методов сопряженных градиентов и Ньютона.

Алгоритм LM

Алгоритм LM Левенберга - Марквардта реализует следующую стратегию для оценки матрицы Гессе. В предположении, что функционал определяется как сумма квад​ратов ошибок, что характерно при обучении нейронных сетей с прямой передачей, гесси​ан может быть приближенно вычислен как
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а градиент рассчитан по формуле
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где 
[image: image175.wmf]W
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 – матрица Якоби производных функционала ошибки по настраиваемым параметрам; 
[image: image176.wmf]e

 - вектор ошибок сети. Матрица Якоби может быть вычислена на основе стандартного метода обратного распространения ошибки, что существенно проще вычисления матрицы Гессе.

Алгоритм LM использует аппроксимацию гессиана следующего вида:
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Когда коэффициент 
[image: image178.wmf]m

 равен 0, мы получаем метод Ньютона с приближением гессиана в форме (ххх32); когда значение 
[image: image179.wmf]m

 велико, получаем метод градиентного спуска с маленьким шагом. Поскольку метод Ньютона имеет большую точность и скорость сходимости вблизи минимума, задача состоит в том, чтобы в процессе минимизации как можно быстрее перейти к методу Ньютона. С этой целью параметр 
[image: image180.wmf]m

 уменьшают после каждой успешной итерации и увеличивают только тогда, когда пробный шаг показывает, что функционал ошибки возрастает. Такая стратегия обеспечивает уменьшение ошибки после каждой итерации алгоритма.

Данный алгоритм имеет преимущество перед остальными в скорости схождения ошибки, но при этом основной его недостаток – требования больших объёмов памяти для хранения матриц Якоби и гессиана.

Нейросети – Алгоритмы одномерного поиска

Рассмотренные выше алгоритмы оптимизации являются стратегиями, которые обеспечивают минимизацию функционала обучения. В процессе работы этих алгоритмов, как правило, возникает задача одномерного поиска минимума вдоль заданного направления. Это могут быть направления антиградиента или сопряженные направления

Алгоритм GOL

Алгоритм GOL, или алгоритм золотого сечения выполняет одномерный поиск минимума функции с помощью последовательного перебора, и это не требует вычисления производной. В первую очередь алгоритм определяет интервал, в котором находится минимум целевой функции. Это достигается путем вычисления последовательности точек с интервалом 
[image: image181.wmf]D

 и последующим удвоением этого интервала на каждом шаге вдоль направления поиска. Если целевая функция между двумя последовательными шагами начинает возрастать, то интервал, в котором находится минимум, найден. Следующий шаг состоит в уменьшении размера интервала, содержащего минимум. Для этого используется принцип половинного деления. Соответствующая процедура продолжается до тех пор, пока интервал неопределенности не уменьшится до определённой величины, определяемый заданной точностью.

Алгоритм BRE

Алгоритм BRE, или алгоритм Брента (Brent), - это алгоритм одномерного поиска, который является комбинацией метода золотого сечения и квадратичной интерполяции. Методы последовательного перебора, подобные методу золотого сечения, имеют скорость сходимости первого порядка, в то время как полиномиальные методы интерполяции имеют асимптотическую скорость сходимости более высокую, чем линейная. С другой стороны, сходимость метода золотого сечения носит глобальный характер, т. е. обеспечивается на любом шаге работы алгоритма, в то время как сходимость метода полиномиальной интерполяции является лишь локальной (асимптотической) и может потребовать выполнения большого числа итераций. Метод Брента направлен на то, чтобы объединить лучшие свойства обоих методов.

Одномерный поиск по методу Брента начинается с использования алгоритма золотого сечения, но при этом вычисляются некоторые дополнительные точки. По этим точкам рассчитывается аппроксимирующая квадратичная функция и вычисляется ее минимум. Если этот минимум находится в пределах исследуемого интервала, то он используется для уточнения квадратичной аппроксимации в пределах этого же интервала. Если минимум находится за пределами интервала, то продолжается поиск методом золотого сечения.

Алгоритм имеет то преимущество, что не требует вычисления производной, поскольку это требует больших вычислительных ресурсов. Однако общее число точек, в которых требуется вычисление целевой функции, может оказаться большим, чем в алгоритмах, которые используют информацию о производной этой функции.

Алгоритм HYB

Алгоритм HYB - это гибридный алгоритм, подобный алгоритму BRE, но использует другую комбинацию методов, а именно метод половинного деления и кубическую интерполяцию. Алгоритм метода половинного деления предполагает вычисление целевой функции и ее производной в срединной точке исследуемого интервала, и это позволяет отбросить одну из половин. Таким образом, организуется процедура последовательного перебора, которая обеспечивает глобальную сходимость, но характеризуется лишь линейной скоростью. Кубическая интерполяция строится с использованием значений целевой функции и ее производной в конечных точках интервала. Если минимум аппроксимирующей функции попадает в исследуемый интервал, то он используется для уточнения кубической аппроксимации в пределах этого же интервала. Если минимум находится за пределами интервала, то продолжается поиск методом золотого сечения. В противном случае используется алгоритм половинного деления.

Следует заметить, что алгоритм HYB требует вычисления производных, и это приводит к большему объему вычислений на каждом шаге по сравнению с алгоритмами GOL или BRE.

Алгоритм CHA

Алгоритм СНА, или алгоритм Чараламбуса (Charalambous), - это специальный алгоритм одномерного поиска, разработанный для обучения нейронных сетей на основе алгоритма градиентного спуска GD. Подобно двум предшествующим алгоритмам он реализует гибридный метод поиска и использует кубическую интерполяцию в сочетании с методом деления интервала на части.

Этот алгоритм используется по умолчанию для большинства алгоритмов метода сопряженного градиента, так как опыт показал, что он обеспечивает прекрасные результаты при решении практических задач. Алгоритм требует вычисления производной в дополнение к вычислению самого функционала ошибки, однако он организован таким образом, что локализует минимум за меньшее количество шагов. Это справедливо не для всех задач, встречающихся на практике, и тогда следует обратиться к другим алгоритмам одномерного поиска.

Алгоритм перебора с возвратами (ВАС)

Алгоритм ВАС, или алгоритм перебора с возвратами, - это наилучший алгоритм одномерного поиска для квазиньютоновых алгоритмов минимизации. Он начинает работать с вектором приращений настраиваемых параметров, найденным в алгоритме минимизации, т. е. реализует одномерный поиск в направлении настройки параметров сети. Выбор шага поиска в этом направлении регулируется параметром 
[image: image182.wmf]l

, который первоначально устанавливается равным 1. На первой итерации алгоритм использует значение целевой функции и ее производной, чтобы построить квадратичную аппроксимацию целевой функции вдоль направления поиска. Минимум этой аппроксимирующей функции выбирается в качестве приближения к оптимальной точке и затем оценивается функционал ошибки в этой точке. Если значение функционала недостаточно мало, то строится кубическая интерполяция и ее минимум выбирается в качестве новой оптимальной точки. Этот процесс продолжается до тех пор, пока не будет достигнуто существенное уменьшение функционала ошибки.
Сравнение – основная страничка
Сравнение машины фон Неймана с биологической нейронной системой

	
	Машина фон Неймана
	Биологическая нейронная система

	Процессор
	· Сложный

· Высокоскоростной

· Один или несколько


	· Простой

· Низкоскоростной

· Большое количество

	Память
	· Отделена от процессора

· Локализована

· Адресация не по содержанию


	· Интегрирована в процессор

· Распределенная

· Адресация по содержанию

	Вычисления
	· Централизованные

· Последовательные

· Хранимые программы


	· Распределенные

· Параллельные

· Самообучение

	Надежность
	· Высокая  уязвимость


	· Робастность

	Специализация
	· Численные и символьные операции


	· Проблемы восприятия

	Среда функционирования
	· Строго определенная

· Строго ограниченная


	· Плохо определенная

· Без ограничений


Сравнение – архитектуры
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· Вычислительную систему с одним потоком команд и данных (однопроцессорная ЭВМ - SISD) (рис.1а). 

· Вычислительную систему с общим потоком команд (SIMD - одиночный поток команд и множественный поток данных) (рис.1б). 

· Вычислительную систему множественным потоком команд и одиночным потоком данных (MISD - конвейерная ЭВМ) (рис.1в). 

· Вычислительная система с множественным потоком команд и данных (рис.1г) (MIMD). 
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